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introdução comparação de modelos exemplos AIC e BIC bayes x freq.

aula de hoje:

1. comparação bayesiana de modelos

2. a estória de Mr. A e Mr. B

3. as novas teorias de Mr. A e Mr. B

4. as moedas de Mr. A e Mr. B

5. métodos aproximados: BIC e AIC

6. quando estimativas bayesianas e
frequentistas divergem?

all models are wrong, but some are useful

George Box
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introdução comparação de modelos exemplos AIC e BIC bayes x freq.

relembrando:

inferência de parâmetros w de um modelo M com dados D

  

prior

evidência

posterior 
verossimilhança

P(D|M) =

∫
P(D|w,M)P(w|M)dw
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introdução comparação de modelos exemplos AIC e BIC bayes x freq.

comparação bayesiana de modelos

• temos dois modelos, M1 e M2 para os dados D
que modelo escolher?

• exemplo: M1: reta; M2: parabola
• teorema de Bayes:

P(M|D) =
P(D|M)P(M)

P(D)

• comparação das probabilidades de M1 e M2:

P(M1|D)

P(M2|D)
=

P(D|M1)

P(D|M2)

P(M1)

P(M2)

• se não temos preferência por M1 ou M2,
P(M1) = P(M2) e

P(M1|D)

P(M2|D)
=

P(D|M1)

P(D|M2)

P(D|M) =

∫
P(D|w,M)P(w|M)dw

é a evidência
• escolhemos o modelo com a maior evidência
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comparação bayesiana de modelos

• comparação dos modelos A e B:

P(A|D)

P(B|D)
=

P(D|A)

P(D|B)
P(A)

P(B)

• odds: razão entre a probabilidade de um evento
ocorrer e a probabilidade de ele não ocorrer

• odds dos posteriores

P(A|D)

P(B|D)

• odds das evidências:
fator de Bayes

B =
P(D|A)

P(D|B)

• odds dos priores:

Π =
P(A)

P(B)

• comparação de modelos:
odds dos posteriores =
fator de Bayes x odds dos priores
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comparação bayesiana de modelos

• comparação de modelos: odds dos posteriores = fator de Bayes x odds dos priores
• escala de Jeffreys (modificada por Trotta) para avaliar a diferença entre modelos:

| lnB| odds relativos probabilidade do confiança na
B modelo favorecido∗ diferença

< 1.0 < 3 : 1 < 0.750 muito pouca
1 a 2.5 3 a 12 : 1 0.923 fraca

2.5 a 5.0 12 a 150 : 1 0.993 moderada
> 5.0 > 150 : 1 > 0.993 forte

* supondo P(M1) = P(M2) = 1/2 e P(M1|D) + P(M2|D) = 1
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introdução comparação de modelos exemplos AIC e BIC bayes x freq.

a estória de Mr. A e Mr. B

• a estória de Mr. A e de Mr. B
(Gull 1989; Sivia & Skilling sec. 4.1)

• Mr. A tem uma teoria, Mr. B também tem uma
teoria, mas com um parâmetro (w) a mais

• que teoria devemos preferir com base nos
dados D?

• note que a teoria de Mr. B deve ajustar melhor os
dados (por ter um parâmetro a mais), mas
também é mais complexa (pela mesma razão)

• como decidir?

• Teorema de Bayes:

P(A|D)

P(B|D)
=

P(D|A)

P(D|B)
P(A)

P(B)

note que w não aparece nessa expressão!

• podemos incluir w na análise via marginalização:
(e usando a regra do produto)

P(D|B) =
∫

P(D,w|B)dw =

=

∫
P(D|w,B)P(w|B)dw
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introdução comparação de modelos exemplos AIC e BIC bayes x freq.

a estória de Mr. A e Mr. B

• evidência do modelo de Mr. B:

P(D|B) =
∫

P(D,w|B)dw =

∫
P(D|w,B)P(w|B)dw

• Mr. B adota um prior uniforme para w:

P(w|B) =

{
1

wmax−wmin
= 1

∆w se wmin < w < wmax

0 nos outros casos

• vamos supor que a verossimilhança tem um valor
w0 que provê o melhor ajuste às medidas
(máxima verossimilhança)

• aproximação de Laplace: aproximamos a
verossimilhança por uma gaussiana de
média w0 e largura σw:

P(D|w,B) ≃ P(D|w0,B) exp
[
− (w − w0)

2

2σ2
w

]
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a estória de Mr. A e Mr. B

• evidência do modelo de Mr. B:

P(D|B) =
∫

P(D,w|B)dw =

∫
P(D|w,B)P(w|B)dw

• prior de Mr. B :

P(w|B) = 1
∆w

• verossimilhança:

P(D|w,B) ≃ P(D|w0,B) exp
[
− (w − w0)

2

2σ2
w

]
• evidência

P(D|B) = P(D|w0,B)
∆w

∫
exp

[
− (w − w0)

2

2σ2
w

]
dw

• supondo ∆w >> σw,

P(D|B) ≈ P(D|w0,B)σw
√

2π
∆w

e a razão dos posteriores então fica:

P(A|D)

P(B|D)
=

P(A)

P(B)
× P(D|A)

P(D|w0,B)
× ∆w

σw
√

2π

= odds dos priores x fator de bayes x
fator de Occam
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a estória de Mr. A e Mr. B

• razão dos posteriores de A e B:
P(A|D)

P(B|D)
=

P(A)

P(B)
× P(D|A)

P(D|w0,B)
× ∆w

σw
√

2π
= odds dos priores x fator de bayes x
fator de Occam

• o primeiro termo contém nossas preferências a
priori relativas sobre as teorias (para não se ter
viés, pode ser o caso de supor que ele vale 1)

• o segundo termo é a razão entre as melhores
previsões de cada modelo para os dados
disponíveis; é de se esperar que a
verossimilhança de B seja maior que a de A,
devido ao parâmetro adicional

• o terceiro termo é o fator de Occam:
penaliza o modelo B por seu parâmetro adicional
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a navalha de Occam

• a navalha de Occam (sec.XIV):

princípio da simplicidade

Frustra fit per plura quod potest fieri per
pauciora

tradução livre:
é bobagem fazer com mais o que se
pode fazer com menos

• o fator de Occam penaliza a
complexidade
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as novas teorias de Mr. A e Mr. B

• Mr. A tem uma teoria: o parâmetro w é
fixo e igual a zero

• Mr. B tem outra teoria: o parâmetro w
obedece a uma distribuição gaussiana
de média 0 e desvio padrão Σ

• fazemos uma medida e concluímos que
w é descrito por uma gaussiana de
média µ e variância σ

• qual teoria devemos preferir?

• modelo probabilístico:
• prior de w no modelo A:

P(w|A) = δ(0)

• prior de w no modelo B:

P(w|B) = 1√
2πΣ

exp

[
− w2

2Σ2

]
• verossimilhança dos dados:

P(µ, σ|w) =
1√
2πσ

exp

[
− (w − µ)2

2σ2

]
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as teorias de Mr. A e Mr. B

• evidência de A:
P(D|A) =

∫
P(µ, σ|w)P(w|A)dw =

= P(µ, σ|w = 0) =
1

√
2πσ

exp

[
−

µ2

2σ2

]
• evidência de B:

P(D|B) =

∫
P(µ, σ|w)P(w|B)dw =

=
1

2πσΣ

∫
exp

[
−

(w − µ)2

2σ2
−

w2

2Σ2

]
dw =

=
1

√
2πσ

1√
1 + Σ2/σ2

exp

[
−

λ2

2

(
1 −

1

1 + σ2/Σ2

)]

onde
λ = µ/σ

• fator de Bayes:
BAB =

P(D|A)

P(D|B)
=

=

√
1 + Σ2/σ2 exp

[
−

λ2

2(1 + σ2/Σ2)

]

BAB depende de dois parâmetros: Σ/σ e λ

• λ = µ/σ mede o parâmetro adicional em termos
de sigmas: λ grande favorece Mr. B

• Σ2/σ2 mede a importância do prior em relação
aos dados- é um fator de Occam:
quanto maior este termo, pior para Mr. B
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as novas teorias de Mr. A e Mr. B

• fator de Bayes:

BAB =
P(D|A)

P(D|B)
=

=

√
1 + Σ2/σ2 exp

[
−

λ2

2(1 + σ2/Σ2)

]

quanto maior BAB, mais A é favorecido

• λ = µ/σ mede o parâmetro adicional em termos
de sigmas: λ grande favorece B

• σ/Σ mede a importância dos dados em relação
ao prior: quanto maior melhor para B
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as moedas de Mr. A e Mr. B

• exemplo da wikipedia:
https://en.wikipedia.org/wiki/Bayes_factor#Example

• jogamos uma moeda n =200 vezes e obtemos
x =115 caras

• modelo A: probabilidade de sair cara: w = 0.5

• modelo B: probabilidade de sair cara:
w é livre, com prior uniforme entre 0 e 1
(P(w|B) = 1)

• modelo A:

P(D|A) = Binomial(n, x, w = 0.5) =

(n

x

)
wx

(1 − w)
n−x

=

(n

x

)
0.5n

• modelo B:

P(D|B) =

∫
P(D, w|B)dw =

∫
P(D|w, B)P(w|B)dw =

∫ 1

0

(n

x

)
wx

(1 − w)
n−xdw =

(n

x

)
Beta(x + 1, n − x + 1)

função beta:

Beta(α, β) =
Γ(α)Γ(β)

Γ(α + β)

15 / 26
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as moedas de Mr. A e Mr. B

• modelo A:

P(D|A) =

(
n
x

)
0.5n

• modelo B:

P(D|B) =

(
n
x

)
Beta(x + 1, n − x + 1)

• jogamos uma moeda n =200 vezes e obtemos
x =115 caras

• vamos supor que os dois modelos têm a mesma
probabilidade a priori: P(A) = P(B)

• logo,

BAB =
P(A|D)

P(B|D)
=

(
n
x

)
0.5n(

n
x

)
Beta(x + 1, n − x + 1)

=
0.00595

0.00497
≈ 1.197

o modelo A é ligeiramente melhor, mas não dá
para decidir...
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métodos aproximados: BIC

• a evidência é difícil de calcular- envolve
integração no espaço de parâmetros:

P(D|M) =

∫
P(D|w,M)P(w|M)dw

e é comum usar-se aproximações:
• BIC: Bayesian Information Criterion
• AIC: Akaike Information Criterion

BIC: Bayesian Information Criterion:

• para um modelo com máxima
verossimilhança L̂, k parâmetros
livres e n observações (dados):

BIC = ln(n)× k − 2 ln L̂

• o primeiro termo penaliza a complexidade
do modelo (número de parâmetros) e o segundo
a qualidade do ajuste:
modelos com menor BIC devem ser preferidos
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métodos aproximados: AIC

• AIC: Akaike Information Criterion
• baseado em teoria da informação: se dois

modelos A e B descrevem os mesmos
dados, o AIC mede a diferença de
informação entre eles

• para um modelo com máxima
verossimilhança L̂ e k parâmetros livres:

AIC = 2k − 2 ln L̂

• modelos com menor AIC devem ser
preferidos

• compare AIC com BIC:

BIC = ln(n)× k − 2 ln L̂

para n ≥ 8, k ln n > 2k

• seleção de modelos polinomiais

grau log(E) BIC AIC CV

1 7.45 -38.03 -40.02 0.137
2 7.09 -36.90 -39.88 0.120
3 7.09 -34.37 -38.35 0.254

sel M1 M1 M1 M2
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comparação de modelos: as moedas de Mr. A e Mr. B

• critérios:
AIC = 2k − 2 ln L̂

BIC = ln(N)k − 2 ln L̂

BAB =
P(A|D)

P(B|D)

• as moedas de Mr. A e Mr. B:

• BAB = 1.197 −→ A
(A ligeiramente melhor que B, mas não
dá para decidir)

• AICAB = 53.905 −→ B
• BICAB = 50.606 −→ B
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quando estimativas bayesianas e frequentistas divergem?

• a estimativa dos parâmetros frequentista é uma
estimativa de ponto:

ŵ = valor de w que maximiza L(w)

• na abordagem bayesiana obtém-se distribuições
de probabilidades para w:

P(w|D) ∝ P(D|w)P(w)

• em muitos casos o máximo do posterior (MAP) é
idêntico à estimativa de MV

• em outros casos não; por exemplo:
• quando se usa priores informativos
• no trato de hiperparâmetros ou

“nuisance parameters”

• com priores uniformes, ŵ é a moda do
posterior P(w|D)

• com priores informativos a moda se desloca
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quando estimativas bayesianas e frequentistas divergem?

• em muitos casos o máximo do posterior (MAP) é
idêntico à estimativa de MV

• em outros casos não; por exemplo no trato de
hiperparâmetros ou “nuisance parameters”
parâmetros que não interessam

  

Alice Bob

p0 1

• exemplo: um jogo de bilhar bayesiano
baseado no trabalho de 1763 de Bayes
ver http://jakevdp.github.io/blog/2014/06/06/frequentism-and-bayesianism-

2-when-results-differ/

• Carol joga bolas, de costas e sem viés, numa
mesa de bilhar que tem uma marca: se elas caem
de um lado da marca, Alice ganha um ponto, se
caem do outro, Bob ganha um ponto; ganha o
jogo quem primeiro fizer 6 pontos

• num certo jogo, após 8 bolas, Alice tem 5 pontos
e Bob tem 3

• qual é a probabilidade de Bob ganhar o jogo?
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quando estimativas bayesianas e frequentistas divergem?

• após 8 bolas, Alice tem 5 pontos e Bob tem 3
• abordagem frequentista:

• a probabilidade p da bola cair do lado
da Alice é p = 5/8

• a probabilidade p da bola cair do lado
de Bob é 1 − p

• para Bob ganhar o jogo, ele tem que
marcar 3 pontos seguidos

• probabilidade disso:

Pfreq = (1 − p)3 = 0.0527

  

Alice Bob

p0 1
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quando estimativas bayesianas e frequentistas divergem?

• abordagem Bayesiana:

• seja B o evento “Bob ganha”

• dados: D = {nA,nB} = {5, 3}
• p: probabilidade (desconhecida) que a

bola caia na área de Alice

• queremos P(B|D)

• note que o valor de p não interessa!
ele é um nuisance parameter

• podemos incluir e “sumir” com p via
marginalização:

P(B|D) =

∫
P(B, p|D)dp =

=

∫
P(B|p,D)P(p,D)dp =

=

∫
P(B|p,D)

P(D|p)P(p)
P(D)

dp =

=

∫
P(B|p,D)P(D|p)P(p)dp∫

P(D|p)P(p)dp

  

Alice Bob

p0 1
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quando estimativas bayesianas e frequentistas divergem?

abordagem Bayesiana:
• marginalização:

P(B|D) =

∫
P(B|p,D)P(D|p)P(p)dp∫

P(D|p)P(p)dp

• para ganhar a partida, Bob tem que ganhar
3 jogadas seguidas:

P(B|p,D) = P(B|p) = (1 − p)3

• vamos supor P(p) uniforme entre 0 e 1

• verossimilhança: distribuição binomial

P(D|p) ∝ p5(1 − p)3

• logo,

P(B|D) =

∫ 1
0 (1 − p)6p5dp∫ 1
0 (1 − p)3p5dp

• a função beta é:

β(n,m) =

∫ 1

0
(1 − p)n−1pm−1dp

• logo,

P(B|D) =
β(6 + 1, 5 + 1)
β(3 + 1, 5 + 1)

≃ 0.091

• compare com MV: Pfreq = 0.053!
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problemas com os métodos bayesianos

métodos bayesianos oferecem um procedimento lógico para lidar com as
incertezas em quantidades desconhecidas, mas:
• os resultados são sensíveis à escolha do prior
• existe uma certa subjetividade na escolha do prior
• abordagem computacionalmente intensiva: MCMC
• maldição da dimensionalidade: conforme a dimensão do espaço de dados aumenta, os dados ficam mais

distantes, mais esparsos e a complexidade computacional cresce exponencialmente

note que nem a inferência bayesiana nem a frequentista protege automaticamente
contra erros na escolha de modelos!
ex.: assumir erros gaussianos quando não são

25 / 26



introdução comparação de modelos exemplos AIC e BIC bayes x freq.
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