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aula de hoje:

1. modelagem dos dados

2. o teorema de Bayes e a análise de dados

3. a verossimilhança

4. priores

5. inferência de parâmetros

6. exemplos

7. inferência sequencial ou conjunta?

8. modelos gerativos

9. ABC: approximate bayesian computation

As questões mais importantes da vida são, na maior parte,
apenas problemas de probabilidades.

Pierre Simon de Laplace
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o que são modelos

• representação matemática ou estatística de um
sistema/processo/fenômeno

• descreve propriedades dos dados e relações
entre variáveis
ex.: modelo M: y = a + bx
→ x, y: variáveis;
→ a, b: parâmetros;
→ D = {xi, yi}: dados

• um modelo tipicamente consiste de vários
elementos:

• dados/observações: representam a
informação que o modelo tenta explicar ou
predizer

• parâmetros: quantidades fixas que definem
o comportamento de um modelo
→ eles determinam as relações entre as
variáveis

• variáveis latentes (ocultas): variáveis não
observadas usadas pelo modelo para
explicar estruturas nos dados
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o que são modelos

• todos os modelos têm suposições
(implícitas ou explícitas) como

• vínculos físicos: ex.: massas têm que ser
positivas

• hipóteses estatísticas: ex.: erros gaussianos
• hipóteses simplificadoras: ex.: relação linear
• essas suposições tornam o modelo tratável

e interpretável mas, ao mesmo tempo,
podem limitar sua validade

importante: modelos são simplificações
eles não pretendem descrever completamente a
realidade, mas capturar aspectos importantes

All models are wrong, but some are useful.
— George Box

• modelos servem para muitas coisas:
• predição: permitem prever valores

desconhecidos a partir de dados
observados

• generalização: podem, a partir de dados
observados, ser aplicados em novos casos
→ dois tipos: interpolação e extrapolação
→ a habilidade de generalizar está na
base do aprendizado de máquina

• testes de hipóteses: modelos permitem
comparar explicações alternativas para os
dados

• compressão de dados: modelos permitem
resumir grandes conjuntos de dados com
um pequeno número de parâmetros
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o teorema de Bayes

o teorema de Bayes
• Bayes,∼1740/1763; Laplace, 1774

• da regra do produto vem que:

P(x, y) = P(x|y)×P(y) P(y, x) = P(y|x)×P(x)

• como P(x, y) = P(y, x), temos o
teorema de Bayes:

P(x|y) = P(y|x)× P(x)
P(y)

o teorema de Bayes relaciona P(x|y) com P(y|x)
probabilidade inversa
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o teorema de Bayes e a análise de dados

• a) inferência dos parâmetros de um modelo:

• temos um conjunto de dados D que
queremos explicar com um modelo M que
tem um conjunto de parâmetros w

• objetivo: determinar a distribuição de
probabilidades de w

• exemplo: D = {x1, y1, x2, y2, ..., xn, yn},
M : y = a + bx + ϵ, w = {a, b}

• teorema de Bayes:

P(w|D,M) =
P(D|w,M)P(w|M)

P(D|M)

P(D|M) =

∫
P(D|w,M)P(w|M)dw

• b) comparação de modelos:
• temos dois modelos, M1 e M2, para os

dados D; qual modelo escolher?

• exemplo: M1 : reta, M2 : parábola

• teorema de Bayes:

P(M|D) =
P(D|M)P(M)

P(D)

• comparação de M1 e M2:

P(M1|D)

P(M2|D)
=

P(D|M1)

P(D|M2)

P(M1)

P(M2)

escolhemos o modelo mais provável
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o teorema de Bayes e a análise de dados

• cada termo tem um nome:
• P(w|D,M): o posterior: a distribuição de

probabilidades a posteriori de w

• P(D|w,M): a verossimilhança (likelihood):
a probabilidade dos dados com um modelo
M e parâmetros w

aqui P é a probabilidade dos dados, não
uma função dos parâmetros!

• P(w|M): o prior de w, a probabilidade a
priori dos valores dos parâmetros; o que se
sabe ou se assume de w,
independentemente dos dados

• P(D|M): a evidência dos dados
(ou distribuição marginal dos dados)

  

prior

evidência

posterior 
verossimilhança
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a verossimilhança

• a verossimilhança é a probabilidade dos dados,
dado um modelo M com parâmetros w:
P(D|w,M)

• ex.: modelo linear com erros gaussianos nas
medidas

• temos um conjunto de dados
D = {(x1, y1), ...(xn, yn)} que queremos
modelar com um modelo M com parâmetros
w como:
y = a + bx + ϵ, onde w = {a, b} e
ϵ representa o erro estatístico

• se supomos que os erros são gaussianos
com desvio padrão σ, a verossimilhança de
um certo dado Di = (xi, yi) é

P(Di|w,M) ∝ exp
[
− (yi−a−bxi)

2

2σ2

]
• se as medidas são independentes

P(D|w,M) =
∏n

i=1 P(Di|w,M) e

P(D|w,M) ∝ exp
[
−
∑n

i=1
(yi−a−bxi)

2

2σ2

]
=

= exp
(
− χ2

2

)
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a verossimilhança

• modelo binomial:
joga-se uma moeda N vezes e obtém-se n caras;
se a probabilidade de sair cara é w (0 ≤ w ≤ 1),
temos a verossimilhança binomial:

P(n|N,w) ∝ wn(1 − w)N−n

• modelo poissoniano:
suponha que em uma certa região do céu
detectamos n estrelas quando o esperado era N

• podemos então assumir que a verossimilhança
dessa observação é P(n|N) = Nne−N

n!
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que prior escolher?

• prior: distribuição de probabilidades cujo papel é
levar em conta a informação a priori sobre os
parâmetros do modelo

• Bernoulli (1713):
princípio da razão insuficiente

• se temos um conjunto de possibilidades
mutuamente exclusivas e não temos
nenhuma razão para achar que uma é mais
provável que outra, então devemos atribuir a
mesma probabilidade a todas

• exemplo: probabilidade a priori de cada face
de um dado não-viesado: 1/6

• em muitos casos usam-se priores
não-informativos
introduzem o mínimo possível de informação
adicional sobre o parâmetro

• priores não-informativos para parâmetros de
localização (ex.: média de uma gaussiana):

P(w) ∝ cte

prior uniforme (dentro do intervalo de interesse)
• nesse caso, o valor mais provável do posterior

(MAP, maximum a posteriori) com prior uniforme é
igual à solução de máxima verossimilhança

• outra opção de prior não-informativo:
gaussiana muito larga
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que prior escolher?

• priores não-informativos para parâmetros de
escala (ex.: dispersão σ de uma gaussiana):

P(σ) ∝ 1
σ

prior de Jeffreys: linear em log σ

• os parâmetros que aparecem nos priores são
chamados hiperparâmetros, para distinguir dos
parâmetros do modelo
ex.: P(w) uniforme para a < w < b
a e b são hiperparâmetros

• priores podem ser próprios (normalizados) ou
impróprios (não normalizados)

• priores conjugados: quando o posterior tem a
mesma forma funcional que o prior

• uma gaussiana é o prior conjugado de uma
verossimilhança gaussiana

• a distribuição beta é o prior conjugado da
verossimilhança binomial

• a distribução gama é o prior conjugado da
verossimilhança poissoniana

• em geral o prior não deve dominar o resultado
se isso acontece é porque os dados são pouco
informativos ou o prior é muito informativo!
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que prior escolher?

• quando usar um prior informativo?

• quando conhecimento prévio existir:
ex.: parâmetros cosmológicos obtidos
previamente

• quando os dados são limitados:
priores estabilizam a inferência limitando
resultados improváveis

• quando víncuos físicos existem:
ex.: massas devem ser positivas

• regularização de modelos complexos:
ajudam a evitar overfitting

• priores informativos comuns:
• gaussiana:

ex.: parâmetros físicos com valores
aproximadamente conhecidos

• distribuição beta (0 ≤ w ≤ 1):
ex.: experiências anteriores sugerem que a
probabilidade de sucesso em um problema
binomial é 0.7 → w ∼ Beta(7, 3)

• distribuição gama:
usada em taxas e processos poissonianos

• distribuição log-normal:
para parâmetros positivos que podem variar
por muitas ordens de magnitude, como a
massa das galáxias
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o teorema de Bayes e a inferência de parâmetros

• dados D, modelo M, parâmetros w

• teorema de Bayes:

P(w|D,M) =
P(D|w,M)P(w|M)

P(D|M)

• estimativa bayesiana dos parâmetros:

P(w|D,M) ∝ P(D|w,M)P(w|M),

não depende da evidência, já que ela não
depende de w
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por que usar o teorema de Bayes?

• permite uma abordagem lógica e totalmente
probabilística da análise de dados

• oferece maior flexibilidade na construção de
modelos
ex.: o método da máxima verossimilhança pode
ser considerado um “caso particular”

• pode-se incluir informações adicionais de muitas
fontes, como outros dados ou opiniões de
especialistas

• quantifica a incerteza nos parâmetros e nas
predições: intervalos de credibilidade

P(w|D,M) =
P(D|w,M)P(w|M)

P(D|M)
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exemplo 1: inferência da média de uma gaussiana com um prior
uniforme

• temos uma única observação, x1, que queremos
modelar como uma gaussiana de média µ
desconhecida e desvio padrão σ conhecido:

queremos determinar (a distribuição de) µ

• dados: {x1}
• a verossimilhança é N(µ, σ):

P(x1|µ, σ) =
1√
2πσ

exp
[
− (x1 − µ)2

2σ2

]
• vamos supor um prior uniforme para µ:

P(µ) = cte

• nesse caso, o posterior de µ é proporcional
à verossimilhança:

P(µ|x1, σ) ∝ P(x1|µ, σ)P(µ) ∝ P(x1|µ, σ)

ou

P(µ|x1, σ) ∝ exp
[
− (x1 − µ)2

2σ2

]
• isto é, o posterior também é gaussiano,

P(µ|x1, σ) ∼ N(x1, σ),

com média x1 e desvio padrão σ
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exemplo 2: inferência da média de uma gaussiana com um prior
uniforme

• mesmo modelo, mas agora temos n observações que obedecem a uma gaussiana de média µ
desconhecida e desvio padrão σ conhecido

• D = {x1, x2, ...xn}
• prior de µ uniforme
• verossimilhança de um dado: P(xi|µ, σ) ∼ N(µ, σ)

• verossimilhança da amostra (supondo dados independentes):

P(D|µ, σ) =
∏n

i=1 P(xi|µ, σ) ∝
∏n

i=1 exp
[
− 1

2σ2 (xi − µ)2
]
∝ exp

[
− 1

2σ2

∑n
i=1(xi − µ)2

]
• note que

∑n
i=1(xi − µ)2 =

∑n
i=1(xi − x̄)2 + n(x̄ − µ)2, onde x̄ = 1

n

∑n
i xi

• logo, o posterior de µ fica: P(µ|D, σ) ∝ P(D|µ, σ) ∝ exp
[
− n(x̄−µ)2

2σ2

]
∼ N(x̄, σ/

√
n)

(note a
√

n aparecendo...)
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exemplo 3: inferência da média de uma gaussiana com um prior
gaussiano

• temos uma única observação, x1, que queremos modelar como uma gaussiana de média µ desconhecida e
desvio padrão σ conhecido: queremos determinar µ

• a verossimilhança é N(µ, σ)

• vamos supor para µ um prior gaussiano de média µ0 e desvio padrão τ0, P(µ) ∼ N(µ0, τ0)

• posterior de µ: P(µ|x1, σ) ∝ P(x1|µ, σ)P(µ) ∝ exp
[
− (x1−µ)2

2σ2 − (µ−µ0)
2

2τ2
0

]
∝ exp

[
− (µ−µ1)

2

2τ2
1

]
∼ N(µ1, τ1)

• o posterior também é gaussiano com

µ1 =

µ0
τ2

0
+ x1

σ2

1
τ2

0
+ 1

σ2

1
τ 2

1
=

1
τ 2

0
+

1
σ2

note que se τ0 >> σ, a influência do prior é desprezível

se τ0 << σ, o prior é muito informativo
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exemplo 4: inferência da média de uma gaussiana com um prior
gaussiano

• agora temos n observações: D = {x1, x2, ...xn}
• modelo: gaussiana de média µ desconhecida e desvio padrão σ conhecido: P(xi, σ|µ) ∼ N(µ, σ)

• prior de µ: P(µ) ∼ N(µ0, τ0)

• verossimilhança dos dados (supostos independentes):

P(D|µ) =
∏n

i=1 P(xi, σ|µ) ∝
∏n

i=1 exp
[
− 1

2σ2 (xi − µ)2
]
∝ exp

[
− 1

2σ2

∑n
i=1(xi − µ)2

]
• posterior de µ: P(µ|D, σ) ∼ N(µn, τn), onde

µn =

µ0
τ2

0
+ n̄x

σ2

1
τ2

0
+ n

σ2
, 1

τ2
n
= 1

τ2
0
+ n

σ2 e x̄ = 1
n

∑n
i xi

• para n grande o efeito do prior fica desprezível!
• o prior não deve dominar o resultado, a menos que seja relevante!
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exemplo 5: regressão linear bayesiana

• temos um conjunto de dados
D = {xi, yi}, i = 1, ..., n independentes e com a
mesma variância σ2

• modelo: yi = a + bxi + ϵi,
com erros gaussianos: ϵi ∼ N(0, σ2)

• parâmetros: w = {a, b, σ}
• objetivo: determinar as distribuições de

probabilidades de a, b, σ
• teorema de Bayes:

P(a, b, σ|D) ∝ P(D|a, b, σ)P(a, b, σ)
• verossimilhança de uma medida:

P(Di|a, b, σ) = 1√
2πσ

exp
[
− (yi−yc(xi))

2

2σ2

]
,

onde yc(xi) = a + bxi

• verossimilhança da amostra:
P(D|a, b, σ) = 1

(2π)n/2σn exp
[
−
∑

i
(yi−yc(xi))

2

2σ2

]
• vamos supor priores uniformes para a e b

e o prior de Jeffreys para σ:

P(a, b, σ) ∝ 1
σ2

• posterior:
P(a, b, σ|D) ∝ σ−(n+2) exp

[
−
∑

i
(yi−yc(xi))

2

2σ2

]
• este posterior pode ser amostrado por MCMC e

os parâmetros estimados das cadeias simuladas
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exemplo 5: regressão linear bayesiana
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intervalos de confiança e intervalos de credibilidade

note a diferença:

• intervalos de confiança: um ICo de 95% é um
intervalo aleatório gerado por um procedimento
que, por amostragens sucessivas, inclui o
“parâmetro verdadeiro” 95% das vezes

• intervalos de credibilidade: um ICr de 95% é um
intervalo fixo obtido do posterior, tal que a
probabilidade do posterior nesse intervalo é de
95%
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inferência sequencial ou conjunta? (bayesian update)

• podemos estimar w via uma análise conjunta de
todos os dados D = {x1, x2, ...}:

P(w|D) ∝ P(D|w)P(w)

• ou sequencialmente, usando um dado de cada
vez:

• chega um dado x1:

P(w|x1) ∝ P(x1|w)P(w)

• chega um dado x2:

P(w|x1, x2) ∝ P(x1, x2|w)P(w)

se os dados são independentes:
P(x1, x2|w) = P(x1|w)P(x2|w)

• logo,

P(w|x1, x2) ∝ P(x1|w)P(x2|w)P(w)

∝ P(x2|w)P(w|x1)

• se chega um dado x3, analogamente,
teremos:

P(w|x1, x2, x3) ∝ P(x3|w)P(w|x1, x2)

• note que, no caso sequencial, o prior dos
parâmetros é o posterior da estimativa de w
com os dados anteriores
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inferência sequencial ou conjunta? (bayesian update)

exemplo:

• sequência de eventos de “sucesso” ou “falha”

• w: probabilidade de “sucesso”

• verossimilhança: probabilidade de n “sucessos”
em N tentativas

P(n|N,w) =

(
N
n

)
wn(1 − w)N−n

distribuição binomial

• figura com prior uniforme para w em [0, 1]
https://www.sumsar.net/blog/2018/12/visualizing-the-beta-binomial/
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modelos gerativos

• modelos gerativos:
inferência baseada em simulações dos dados

• simulamos parâmetros a partir de um prior, P(w),

• usamos esses parâmetros para simular “dados”, e

• usamos os dados simulados para estimar o posterior dos parâmetros

• porquê? há situações onde a verossimilhança é intratável

  

modelos gerativos
Simulação de dados a partir do prior dos parâmetros e do modelo

P(w)

parâmetros dados

modelo gerativo D = {x
1
 … x

n
}

• exemplo: estimativa de parâmetros cosmológicos comparando
observações e simulações da distribuição de galáxias

• como proceder:
ao invés de se comparar diretamente observações e modelos , pode-se
comparar estatísticas que “resumem” propriedades importantes dos dados
tanto nas observações quanto nas simulações
exemplos: distância média entre galáxias, variância do número de galáxias
em esferas de raio 8 Mpc, ...
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análise de dados bayesiana como processo gerativo

• um modelo gerativo tem, em geral, duas partes:
• modelagem direta: (forward model): amostra

priores de parâmetros para simular dados
• inferência baseada em simulações

(simulated-based inference): inferência dos
parâmetros de um modelo comparando
dados observados e simulados

• Approximate Bayesian Computation (ABC)
• substitui o cálculo da verossimilhança pela

simulação de um modelo que produz dados
artificiais

• usa-se alguma métrica pra comparar dados
simulados e observados

  

P(w)

Dobs     Dsim  

P(w|D)

Dsim

x

Data simulation

inference

~
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ABC: Approximate Bayesian Computation

exemplo: estimativa do parâmetro w de uma
distribuição binomial

• dados: nobs sucessos em Nobs tentativas

• ABC estima a distribuição posterior de w por:

• amostra w com um prior uniforme em [0,1]

• simula dados sintéticos:
ns ∼ Binomial(Nobs,w)

• métrica: aceita w se ns = nobs

• exemplo: Nobs = 200, nobs = 145
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leituras e vídeos úteis

• Data Analysis: a Bayesian Tutorial, Sivia & Skilling, 2006
• Bayesian Data Analysis, Gelman, Carlin, Stern, Dunson, Vehtari e Rubin, 3rd. edition, 2014
• The theory that would not die, Sharon Bertsch Mcgrayne (não técnico)
• www.sumsar.net: blog by Rasmus Bååth

https://www.sumsar.net/blog/2017/02/introduction-to-bayesian-data-analysis-part-one/
https://www.sumsar.net/blog/2017/02/introduction-to-bayesian-data-analysis-part-two/
https://www.youtube.com/watch?v=Ie-6H_r7I5A (part three)
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