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aula de hoje: o método de Monte Carlo

1. introdugéo: populagdes e amostras
2. 0 método de Monte Carlo
3. amostragem de distribuicoes de
0 O registro de um més de roleta em Monte Carlo nos da material
prObab| I |dades para discutir os fundamentos do conhecimento
4. integracao por Monte Carlo Karl Pearson

5. simulagéo de Monte Carlo:
esfera uniforme
6. MCMC- Markov Chain Monte Carlo

2/23



variaveis aleatorias, populagao e amostragem

® variaveis aleatérias

® variavel (continua ou discreta) cujos valores
representam o resultado de fen6menos
aleatérios

supde-se que uma variavel aleatoria
represente uma propriedade x de uma
populacao e obedeca a uma distribuicdo de
probabilidades P(x)

resultados de medidas ou observagdes
podem ser tratados como variaveis
aleatdrias

medidas ou observag¢des podem ser
representadas por distribuicbes de
probabilidades

® amostragem (sampling) de P(x)

® de uma populagao, descrita por P(x),
podemos extrair uma amostra aleatéria

® adistribuicdo da amostra € denominada
distribuicdo amostral

® ¢é importante distinguir as propriedades da
populacédo e da amostra!

amostra de uma distribuicéo gaussiana
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o método de Monte Carlo

® método de resolugao de problemas baseado em aplicacdes:
amostragem aleatéria de distribui¢cdes de °

probabilidades amostragens de PDFs

® integragdo numérica

® otimizagédo
* inventado por Stanislaw Ulam, John von Neuman e simulagio de sistemas complexos
e Nicholas Metropolis durante o projeto
Manhattan ¢

® Ulam (um dos que desenharam a bomba de
hidrogénio) bolou 0 método em 1946,
pensando nas probabilidades de se ganhar
um jogo de cartas de paciéncia

® Metropolis € o responsavel pelo nome
Monte Carlo
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amostragem de distribuicées de probabilidades

® objetivo da amostragem: ® note que numeros gerados pelos “geradores
dada uma distribui¢céo de probabilidades P(x), de nimeros aleatérios” sdo muitas vezes
gerar N amostras {x;} distribuidas como P(x) pseudo-aleatdrios
® ¢ possivel produzir numeros aleatérios por
e exemplo: amostra de nimeros aleatérios “hardware”:
uniformemente distribuidos entre 0 e 1 ex.: um dado n&o viesado pode gerar

numeros aleatérios inteiros entre 1 e 6

1000 nmeros uniformemente distribuidos entre 0 1

0 @ w0

2
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amostragem de distribuicées de probabilidades por MC

® Transformada Integral da Probabilidade:

® seja P(x) uma distribuicdo de probabilidade
e C(x) sua distribuicdo cumulativa:

y=ce= [ " P,

e entédo dy/dx = P(x)

® vamos determinar P(y) com a regra de
combinacao de probabilidades:

P(y)dy = P(x)dx ou P(y) = P(x)/|dy/dx| =1

isto & y = C(x) tem distribuicdo uniforme
entre 0 e 1

® receita para se obter uma amostra {x1,x2, ..., xn}
de P(x) (x unidimensional):

® obtenha valores {u1,uy, ..., un}
uniformemente distribuidos em [0, 1]
® determine x; resolvendo a equacéo

u = C(xl-)

AAAA

AAAAAA

Densitade
' o2

AAAAAA

AAAAA
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exemplo: distribuicao exponencial

® produgao de uma amostra {x;} com P(x) =e™* ® assim, dado um conjunto de N nimeros u;
(x>0) gerados uniformemente entre 0 e 1, calcula-se
xi=—-—In(1—-u;)=—In~v, onde-~; étambém
* distribuicao cumulativa: um niimero aleatério entre 0 e 1
x ® os {x;} resultantes estarao distribuidos com uma
C(x) = / e rd =1—¢" pdf exponencial
0

® 12 nimero aleatério uniformemente distribuido . ‘
entre0e 1 ) ’ "

® solugadode u — C(x) =0: » je

x

u—1+e " =0—x=—-In(l—u)

(fungéo quantil da distribuicdo exponencial) G i S A
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amostragem por rejeicao/aceitacao

® nem sempre é facil calcular C(x) ou resolver a ® amostragem:
equagao u; = C(x;) para amostrar P(x)

® podemos escrever P(X) = f(X)/N, onde ] -
N = [ f(x)dx é uma constante de normalizagéo * aceite x com probabilidade

® N pode ser muito dificil de calcular f(x)/[,Mg(x)], (1) L.
se v é um nimero aleatério

uniformemente distribuido entre 0 e 1,
* rejeicdo/aceitagdo: como funciona? aceita se v < f(x)/[Mg(x)]
¢ escolha uma fungdo g(x) que seja “proxima”
de f(x) e facil de amostrar
g(x): funcdo de proposta
(exs.: gaussiana; linha reta)
® o(x) deve ter o mesmo dominio que P(x) M)
(exs.: [—o0, +00]; [0,1], ...)
® o(x) deve ser sempre MAIOR que f(x):
multiplique g(x) por um fator M tal que
Mg(x) > f(x) para todo x *

® amostre x de g(x)

8/23



amostragem por rejeicao/aceitacao

® por que funciona?

® seja P(x|A) a probabilidade de uma amostra x
dado que a aceitamos

_ PARPW)
PO ="y =7 pa)

M/f

f()/IMg(x)] x g(x) x M _ f(x)
N N

/f )/ IMg(x)]xg(x

P(x|A) =

= P(x)

® problema: se M é muito grande, P(A) é muito
pequeno e o método fica ineficiente

Mg(x)

https://www.youtube.com/watch?v=0XDqjdVVePY
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integracao por Monte Carlo

® MC oferece uma forma simples para se integrar MC com 500 pontos
uma fungéo positiva f(x) por simulagédo numérica:

I:/bf(x)dx flx)>0

25

20

e exemplo: célculo de da integral de uma fungao -
que “cabe” num retangulo de area A = L,L,

® sorteamos N pontos uniformemente para x

emL,eparayemlL, i

10

® podemos estimar a integral como

0.0

N 00 02 04 06 08 10
N A

onde N,. € o numero de pontos que caem
dentro da fungao

I~
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variancia nas estimativas por MC

® avariancia V nos métodos de MC cai com 1/N

a varidncia cai com 1/N

e desvio padréo: o, = V/2 _
® para reduzir o por um fator 2 deve-se multiplicar -
0 nimero de simulagbes por um fator 4 g .
R
g 2
=3
MC com 500 pontos 3B
E
2 @
o g =
) =
s ' RN 5 ?“’_7 T T T T .I
s H= L L 12401 12402 1e+03 1e+04 12405

N

11/23



simulacdes de Monte Carlo

® 0 método de Monte Carlo é amplamente usado
para simular sistemas, processos, etc

® asimulacgao é feita amostrando-se as variaveis
aleatérias do modelo com as distribuicbes de
probabilidade apropriadas

10

05

® exemplo: simulagdo de uma esfera centrada na
origem com densidade uniforme de pontos- !
como simular N coordenadas (x,y,z) com : 10 =
distribuicao uniforme? 05

0.0

05

05

1.0

® regra de ouro: fagca um modelo probabilistico que 40 es oo 05 10
inclua todas as probabilidades relevantes
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exemplo de simulacgdo: esfera uniforme

® objetivo: simular uma distribuicdo uniforme de ® problema: qual é a distribuigao da
pontos dentro de uma esfera centrada na origem populagdo de r, 6, ¢?

® asvariaveis (r, 0, ¢) sdo independentes:
P(r,0,¢) = P(r)P(6)P(¢)
® parédmetros: N, R 7

*(1,6,9)

’
v

® o melhor é fazer a simulagdo em coordenadas K
esféricas (r,0, ¢) e dai obter (x,y,z): r
x = rsen(f) cos(¢) 0
y = rsen(0) sen(¢) B
z = rcos(6)
com0<r<R0<O0<7meld<o¢p<27

7

X
1
[
1
1
|
[
|
1
1
1
1
[
1
1
I
1
1
1
1
'
|
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exemplo de simulacgdo: esfera uniforme

e densidade média da esfera: n = 3N/(47R%)

® P(r)dr: probabilidade de se encontrar um ponto
numa casca esférica entre os raios r e r + dr:

P(r)dr < ndV « ndnr*dr — P(r) = cte. x 1*

JEP(rdr=1—P(r) =%

e funcdo cumulativa:

co) = [Py = ()’

e MC: se u, € um nuimero aleatério uniformemente
distribuido entre 0O e 1,

C(r) =u, > r=Ru)”?
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exemplo de simulacgdo: esfera uniforme

® elemento de angulo solido: Z
dQ = senddfde X (r, 9, (p)
0<6<m 0<¢<2r , S
| r;oo
¢ probabilidade conjunta de 6 e ¢: | 9 // |
P(0, $)dode = dQ/An RS :
* marginalizando: /; i
27 N : )/
P(0) = / P(0,¢)dp = 5 senf QO "~ |
0 XA
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exemplo de simulacgdo: esfera uniforme

e fungdes cumulativas: ® simulacdo de um ponto:
Sdp b gero (u,ug, uy) € calculo:
C = = _ = _ 1/3
ol Es = -
= acos — zUp
—>¢:27TM¢ <Z>:27ru¢

0
C(6) = s = / L senodo = 11— coso)
0 2 2 e

— 0 = acos(1 — 2uy)
x = rsen(f) cos(¢)
(ur, 1g, ) NUMeros aleatoérios uniformemente y = rsen(f) sen(o)
distribuidos entre 0 e 1 z = rcos(8)

16/23



1.0

05

L)

0.5

-1.0

0.5

N(<n

400 600 800 1000

200

exemplo de simulacdo: esfera uniforme

simulado x esperado

numero de pontos dentro de um raio r:

4 4 1\
N(<r)=§7rrn=N R
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Markov Chain Monte Carlo




Markov Chain Monte Carlo

* método eficiente para amostrar distribuicoes de

probabilidades complexas!

em muitos casos ndo da para integrar P(x) para
amostrar x por MC simples:
nesses casos adota-se MCMC

baseado na mecénica estatistica:

Metropolis et al. (1953): algoritmo para
determinar a equagéao de estado de um conjunto
de particulas em interagédo dentro de uma caixa

THE JOURNAL OF GHEMICAL PHYSICS VOLUME 21, NUMBER ¢ JUNE, 1953

Equation of State Calculations by Fast Computing Machines

Nicoias MeTropows, ARINNA W. ROSENBLUTH,
Los Alamos Scientific Lab,

Enwaxp Teviw,* Department of Phys peity of Chicogo, Chicago, inois
(Received March 6, 1053)

objetivo do MCMC: amostrar P(x)
x pode ser um vetor

processo iterativo- o algoritmo gera uma
sequéncia de amostras X = {x1,x2, ..., Xu }

X forma uma cadeia de Markov:
xi+1 depende apenas de x;

cadeia distribuigio de x

0 0 20 w0 a0 s s 70

o 500 2000 G005 0 s

Horagao
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Markov Chain Monte Carlo

® MCMC produz uma sequéncia (cadeia) de ® adecisao é probabilistica:
valores x1, x2, ..., XN, que, para N suficientemente se P(x) > P(x;), entdo x;41 = X, caso contrario se
grande, aproxima P(x) aceita x com probabilidade P(x)/P(x;):
- amostre um namero uniformemente distribuido
* processo de Markov: x;1 depende s6 de x; enteOel,u
- se P(x)/P(x;) > u aceita-se 0 novo ponto:
° . . . Xit1 = X
o algoritmo de Metropolis-Hastings (1953) tem _se P(¥)/P(x;) < 1, 0 Novo ponto é rejeitado,
duas partes: X1 =%

1. dado x;, a fungdo de propostas propde um
novo valor, x

por exemplo, X ~ N(xi, Tprop)

2. decide-se se 0 novo ponto é aceito
(x,'+1 = .;C) ou nao (xi+1 = x,‘)

20/23



o algoritmo de Metropolis-Hastings

® tendo uma cadeia de amostras X = {x1,x2, ...},
podemos estimar a distribuicdo de x e estatisticas
de interesse:

Ex]~ <> % E[f(x)]~ 1 S Fw), E vt '

onde f(x) € uma fungéo arbitraria de x

Cadeia de valores de x Pley)

distribuigo de x distribuigéo de y

R g
H il
5 0 5 w0 s o6 8 w0
x ¥

o 80000

o

20000
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exemplo: amostragem de uma distribuicado exponencial

® amostragemde P(x) =e¢ ", x >0

cadeia distribuigao de x

¢ defino a fungéo de propostas: por exemplo

10
1
800
]

q(xvxi) ~ N(/‘l’ =Xi,0 = 1)

note que neste exemplo x deve ser maior que 0!

® inicializagao do algoritmo:
defino xo € 0 nimero de iteragbes N

frequéncia
400
|

® gero a cadeia X = {x1,x2,...} com
Metropolis-Hastings

® analiso a convergéncia

e elimino as cadeias iniciais (burn-in) .
0 500 1000 2000 0o 2 4 & 8 10

® analiso os resultados lteracao X 22/23



mcmc: alguns detalhes

® aescala do problema é importante: muitas vezes

é melhor amostrar o logaritmo de P(x)

o algoritmo precisa ser inicializado; muitas vezes
o0 ponto inicial ndo é “tipico” e varias iteragdes sao
necessarias antes de se poder fazer inferéncias
estatisticas

essas iteragdes iniciais sdo denominadas burn-in
e devem ser removidas das andlises estatisticas

® devido a natureza markoviana do método,

amostras préximas sao correlacionadas: uma boa
amostragem de P(x) pode exigir longas cadeias
de amostras

em alguns casos, onde a fungéo é multi-modal,
pode ser necessario se rodar varias cadeias,
cada uma comegando de um ponto diferente

até onde se deve rodar uma cadeia?
usar diagndsticos de convergéncia e analisar
graficamente os resultados
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