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If a machine can think, it might think more intelligently than we do.

Alan Turing
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inteligéncia artificial, machine learning e deep learning
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aprendizado de maquina x computagao convencional

exemplo: estrela ou galaxia? ® machine learning

sistemas que aprendem diretamente dos dados,
sem serem explicitamente programados para uma
tarefa especifica

® programacao classica
® sequéncia de regras especificas ou
algoritmos que um computador deve seguir
para resolver um problema

® ex.: SExtractor: a partir da andlise de
imagens, constréi catalogos de objetos e
suas propriedades e usa essas
propriedades para calcular a estelaridade
de um objeto

regras

respostas

—
dados

machine learning
regra:

regras respostas

dados
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0 que é aprendizado em ML

® um problema comum em astronomia: estimar
uma variavel y a partir de um conjunto de outras

0f
variéveis, X y :f(x; w) WJAVA_petra >= 0.46 {55}
x and y podem ser escalares, vetores, tensores ... 0 e
58%

032
w: parametros da fungéo

A2%
F378_petro »=0.38 r_petro < 0.55
. 0 0 5
® um algoritmo de ML promove um mapeamento de

x para y ele |mp|ementa uma fungéo Com F395_petro>=0.32 WAVA_petro »>=0.33 I_petro >=0.81
parametros w

U52
17%

g_petro < 0.26

0 28 071 023 077
77’ O'f 37%,

® aprendizado em ML: determinacéo de w

(~ inferéncia de parametros) o
35%, 2% A%
¢ diferentes algoritmos de ML implementam
diferentes funcgdes e estratégias de aprendizado uma arvore de decis&o usando fotometria do S-PLUS para classificagio

estrela/galaxia

6/25



o motor do aprendizado: o algoritmo da descida do gradiente

¢ aprendizado como inferéncia de parametros: roijrees0 |Ineai por gradienite descendants
minimizagao de uma fung¢ao de custo I(w) com os
dados de um conjunto de treinamento

® /(w) mede os erros no ajuste do modelo com
dados do conjunto de treinamento

® algoritmo da descida do gradiente:
® inicializacado: valores “aleatérios” de w
® atualizagdo iterativa de w:

w— w— A X Vi(w)

\: taxa de aprendizado (hiperpardmetro)
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tipos de aprendizado

aprendizado supervisionado aprendizado nao-supervisionado

® temos os dados x € o objetivo é identificar
estruturas ou propriedades interessantes nos
dados

® temos varidveis de entrada e saida, xe y, e o
algoritmo aprende um mapeamento de x em y
usando exemplos de x em um conjunto de
treinamento para o qual os valores de y sdo ¢ (til para exploragao dos dados:
conhecidos * anélise de agrupamento

® esses valores de y sdo denominados alvos ou (CIL,jSter_ analysis) .
targets ® estimativa de densidade

® reducdo de dimensionalidade

e classificagdo- y € uma variavel qualitativa ou o
categorica ou discreta:

‘estrela’, ‘galaxia Scd’, 'detectado’, ‘classe 3, ...

® regressdo: y é um numero real:
redshift, metalicidade, massa ...
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tipos de aprendizado

aprendizado auto-supervisionado aprendizado com reforco
H : ol “, ” i 0 imi

* tipo de aprendizado supervisionado “sem um agente aprende agoes 'que, m|31X|m|zta}m 0
intervencao humana sucesso ou a recompensa: veiculos auténomos,

(~aprendizado ndo-supervisionado) Jogos, busca por outliers

® autoencoders: o algoritmo aprende o input

Action Observation,
Input Output

Reward
N 2
VO oo TR Environment
\ 7 N -~ \
\// \\ / \ // \/
b A b ﬂ rs
7\ SN I\ »;5 H
2 / \ / T
- ~ 5
i
t
|

Encoder Decoder
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modelos parameétricos e ndo-paramétricos

* modelos paramétricos: ® a complexidade do modelo é limitada pela
aprendizado supervisionado forma funcional considerada :

¢ modelos com uma forma funcional modelos de baixa flexibilidade

conhecida, com um numero finito de
parametros w

uma reta certamente néo modela bem esses dados...

150

® exemplo: regressao linear y = w; + wax

100
I

® apredi¢ao de y para uma nova observacdo
x depende apenas de w, ndo dos dados: 5
® 0os parametros sdo estimados dos
dados: P(w|D)
® apredicao de y depende sé de w:
y=f(x;w) =1
® nesse caso ML implementa uma
funcéo
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modelos parameétricos e ndo-paramétricos

* modelos nao-paramétricos:
aprendizado nao-supervisionado

modelos “sem suposi¢des” sobre os dados
nao temos y!

0 objetivo é descobrir propriedades
interessantes nos dados

Uteis para exploragdo e visualizagao dos
dados

0s modelos ndo assumem nenhuma forma
funcional: dependem apenas dos dados
exemplo: estimativa de densidades com o
k-ésimo vizinho mais proximo (k-NN)
modelos flexiveis: podem ser aplicados a
dados de qualquer complexidade

® atengdo: modelos ndo-paramétricos tém
hiperpardmetros

® ex.: k no algoritmo k-NN

® k é um hiperpardmetro :
parametro do algoritmo de aprendizagem
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generalizacao

®* modelos sdo treinados com dados de um ® conjunto de treinamento: usado para ajustar os parametros do modelo
conjunto de treinamento ® conjunto de validag&o: monitora o aprendizado do conjunto de treinamento
(“o prior esta nos dados ") ® conjunto de teste: usado para medir o desempenho do modelo treinado-

néo deve ser usado nem para treinamento nem para validagdo
® como eles se comportam com novos dados?

® bons modelos devem ser capazes de fazer boas
previsoes

treinamento
® bons modelos devem generalizar bem! CE I

modelo ruim

® em geral os dados sao divididos em 3 partes:
conjuntos de treinamento, validacdo e teste

® algumas vezes o conjunto de treinamento é CH N
usado também para validacdo

5
‘
_-- 0

(ex.: 70%, 10%, 20%)

12/25



P e

e conforme o algoritmo vai aprendendo, a
funcao de custo (erros) dos conjuntos de
treinamento e validacao decresce

conjunto de validagéo
over-fitting

0 modelo esta sendo otimizado

under-fitting conjunto de treinamento

e depois de um certo ponto, o custo do _
conjunto de treinamento continua a cair, mas épocas
o do conjunto de validagdo comega a crescer

em cada época o algoritmo processa todo o conjunto de treinamento

e este ponto maximiza a generalizagao
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generalizacao

e interromper o aprendizado antes ou
depois da época étima leva a:

® underfitting: 0 modelo n&o foi
suficientemente treinado, ou

¢ overfitting: o0 modelo comega a
aprender padrdes especificos do
conjunto de treinamento (como o ruido),
que nao podem ser generalizados

¥

150 200

o

0

50 100

50 100 150 200

treino

maodelo

¥

o

0

50 100 150 200

50 100 150 200

melhor modelo

overfitting
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alguns algoritmos de ML

gaussian process

number of sunspots
localegresion (10%)
- subamostras
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aplicacdes de ML

aplicacoes: a fauna:

* classificagao ® regresséo logistica

® regressao , -
g. . . e arvores de decisao
e estimativa de densidade

™ ° i
e analise de agrupamento naive bayes

® reducdo de dimensionalidade ® k-nn: k-ésimo vizinho mais préximo
* detecgéo de anomalias e support vector machines- SVM

® séries temporais

. ~ ¢ floresta aleatéria & baggin
® recuperacado da informacéao 99ing

® sistemas de recomendacéao ® boosting
® robdtica e visdo computacional e redes neurais
® jogos

e LLM: large language models- chatGPT
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aplicacdes: exploracédo de dados

e estimativa de densidade e ferramentas para descobertas!

* analise de agrupamento * (teis para visualizacdo de dados

* redugao de dimensionalidade ® (teis para descrigdo dos dados

1.0
0

galaxies with photo-z < 0.03

g-r
00 02 04 06 08
g-r
0.0 02 04 06 08

F660-F861

00 ‘03 00 03
r-i r-i
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aplicagbes: estimativa de densidades

e objetivo: modelagem da distribuigéo de
dados no espaco de dados

(@)

e permite determinar a fungéo de distribuigdo :] ‘ :
de probabilidades dos dados /

e exemplo de um algoritmo paramétrico:
modelo de misturas gaussianas (gaussian
mixture models): GMM

modelos de distribuicdes de densidades com
uma superposicao de gaussianas
multivariadas com diferentes médias,
variancias e orientacdes

® 0 numero de gaussianas pode ser
determinado usando BIC ou AIC
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aplicacdes: estimativa de densidades

e exemplo de um algoritmo nao-paramétrico:
estimativa de densidade com kernel (kernel
density estimation, KDE)

® densidade em um ponto x em um espago de AR o g
dados de dimenséo D- -|;4 £.2 0.0 0‘2 0.4_ T 02 0.0 02 0.4-

00 02 04 06 08

S 1]

X xl kernels with bw = 1
x ") ~ NiP ZK( ) 5 A

A B
onde 2 v \\ N
® K(u): fungéo kernel 5] / \\
® d(x1,x;): "distAncia"entre x; e x, : ,// \
® h: largura de banda do kernel e / \
* N: nimero de pontos A A N

¢ /1 é frequentemente estimado por

validagdo-cruzada 19/25



aplicacdes: analise de agrupamento (cluster analysis)

objetivo: identificar grupos de dados
(clusters) no espago de dados

grupos: objetos com propriedades similares

técnica ndo-supervisionada: os grupos nao
séo conhecidos a priori

diferente da classificacao, que € um
procedimento supervisionado onde os

objetos estdo associados a classes/grupos
pré-definidos

algoritmos: K-means, métodos hierarquicos

g-r
00 02 04 06 08 1.0

0.0’

g-r
00 02 04 06 08 1.0

0.3 00 03
r-i r-i
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aplicacdes: analise de agrupamento (cluster analysis)

exemplo: algoritmo K-means ® algoritmo:

1. defina o nGmero de grupos, K

® objetivo: atribuir N objetos a K grupos, K << N 2. |n|lcfr|1allzeneifcolgendcr) K objetos a0 acaso
supde-se K conhecido! COMO Centros dos grupos . L.
3. atribua cada objeto ao grupo mais préximo e

recalcule o centréide do grupo
* custo com distancia euclidiana: o algoritmo 4. repita até a convergéncia
minimiza iterativamente a quantidade (os grupos “congelam”)

> i — )

1 k=1

h
-

1

onde i € o centroide do k-ésimo grupo
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aplicagdes: reducao de dimensionalidade

X: dados em D dimensoes

® queremos uma nova representagao de X,
que chamaremos Y, em d << D dimensdes

X ={x1,x2,...,xp} — Y ={y1,¥2, .., Ya}

e (il para compresséao de dados e
visualizagao

® método linear: andlise de componentes
principais (PCA)

pC2

® métodos nado-lineares: LLE (locally linear
embedding), IsoMap, t-SNE (t-distributed
stochastic neighbor embedding)

® embedding: uma estrutura matematica esta - et
contida dentro de outra
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aplicagbes: reducao de dimensionalidade

PCA: analise de componentes principais

e X: dados em um espaco de dados D,
d-dimensional

® interpretacdo geométrica:

PCA define um conjunto de eixos ortogonais
(PCs) em D, tal que

®* PC1 é na diregdo de maxima variancia de D

® PC2 é nadiregcdo de maxima variancia do
subespaco perpendicular a PC1

® PC3 é nadire¢cdo de maxima variancia do
subespaco perpendicular a PC1 e PC2

e PCA é util para representar os dados com k << d
variaveis

e PCA é resolvido como um problema de algebra
linear: é rapido

e cada PC é uma combinagao linear de todas as

variaveis de X: cuidado com a interpretagao
fisical

Casey Cheng, https://towardsdatascience.com/principal-component-analysis-pca-
explained-visually-with-zero-math-1cbf392b9e7d
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aplicagdes: reducao de dimensionalidade

t-SNE: t-Distributed Stochastic Neighbor Embedding
® usado pricipalmente para visualizagdo

® objetivo: representar dados multi-dimensionais X ¥

em um espaco Y de baixa dimensionalidade (2 ou ‘ %
3 dimensbes), preservando similaridades locais %_, e i
dos dados — ; , S

Andre  Violante, https://towardsdatascience.com/an-introduction-to-t-sne-with-
~ python-example-5a3a293108d1
® atengdo: os resultados podem mudar cada vez

que se roda o algoritmo; t-SNE pode produzir
grupos sem significado fisico
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